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Resumo
O presente artigo pretende apontar os primeiros passos para o
leitor que deseja estudar ou utilizar técnicas de projeção multi-
dimensional para análise e exploração de dados de alta dimen-
são (dados multidimensionais). Apresentamos uma definição
para dados de alta dimensão e modelos matemáticos para esse
tipo de dado. Além disso, apresentamos também a formulação
matemática de quatro técnicas de projeção multidimensional
modernas, comentamos suas vantagens e desvantagens, bem
como conduzimos experimentos aplicando tais técnicas em
conjuntos de dados reais disponíveis publicamente e apresen-
tamos os parâmetros utilizados nos experimentos. A avaliação
quantitativa das projeções é feita através de três métricas clás-
sicas que apresentamos ao longo do trabalho. Este artigo é uma
extensão do trabalho apresentado no VI ERMAC-2019.
Palavras-chave: Projeções multidimensionais. Visualização.

Abstract
This article aims to point out the first steps for the reader who
wish to study or use multidimensional projection techniques
for analysis and exploration of high-dimensional data (multidi-
mensional data). We present a definition for high-dimensional
data and mathematical models for this type of data. In addition,
we also present the mathematical formulation of four modern
multidimensional projection techniques, we comment on their
advantages and disadvantages as well as conducting experi-
ments applying such techniques in publicly available real data
sets and present the parameters used in the experiments. The
quantitative evaluation of projections is made through three
classic metrics that we present throughout the article. This ar-
ticle is an extension of the work presented in VI ERMAC-2019.
Keywords: Multidimensional projection. Visualization.
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1 Introdução
Atualmente a quantidade de dados coletadas por serviços de internet, aplicativos e redes sociais

são gigantescas e o desenvolvimento de ferramentas adequadas para analisar esses dados se tornou
extremamente importante. Uma classe de ferramentas existentes para auxiliar nessa tarefa é a das
projeções multidimensionais, projeções capazes de mapear os dados de um espaço de alta dimensão
num espaço visual, usualmente de dimensão dois ou três.

A formulação matemática robusta, versatilidade, capacidade de interação com o usuário e o
apelo visual são as características mais atrativas das projeções multidimensionais (BARBOSA et al.,
2016).

Nas próximas seções apresentaremos como caracterizar os dados, quatro técnicas de projeção
multidimensional, suas limitações e experimentos. As técnicas foram escolhidas por conta de
sua formulação matemática, precisão e eficiência computacional ao lidar com conjuntos de dados
grandes.

Este trabalho foi apresentado parcialmente no VI Encontro Regional de Matemática Aplicada
e Computacional (BARBOSA, 2019). No presente artigo adicionamos a descrição de mais uma
técnica de projeção multidimensional e um novo conjunto de dados nos experimentos. Além disso,
resultados adicionais comparando essa nova técnica de projeção e o novo conjunto de dados com as
técnicas e conjuntos de dados já apresentados no evento.

2 Caracterizando os dados
Imagine que se deseja analisar um conjunto de imagens, músicas, vídeos ou o resultado de um

exame de câncer. Uma forma de descrever um exame de câncer de mama, por exemplo, é por
meio de características do tumor como seu raio (média das distâncias do centro a pontos da borda),
textura (variação numa escala de 0 a 1), perímetro e área, ou seja, uma coleção de (usualmente)
números reais. Dessa forma, podemos modelar matematicamente cada tumor como um vetor num
espaço R3 , onde 3 (dimensão do espaço) é número de características extraídas do exame. No caso
de imagens e músicas, por se tratarem de sinais, podemos aplicar, por exemplo, filtros de frequência
e também caracterizar esses conjuntos de dados como vetores em algum espaço R3 . Quanto mais
características são extraídas (usualmente dezenas ou centenas)maior será a dimensão 3 desse espaço,
justificando assim a nomenclatura dada a esse tipo de conjunto de dados (dados de alta dimensão).
O espaço onde os dados estão caracterizados é usualmente chamado espaço original dos dados
ou espaço de características. Computacionalmente, os dados são organizados numa matriz = × 3,
onde = é o número de instâncias do conjunto de dados e 3 a dimensão do espaço de características
(Figura 1).
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Figura 1 – Ilustração do processo de extração de características.

Outra forma de representar um conjunto de dados com = instâncias é utilizar uma matriz " =[
<8 9

]
=×= de similaridades ou distâncias, onde <8 9 (entrada de " localizada na linha 8 e coluna
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9) é um número real que indica a similaridade ou distância entre a 8-ésima e 9-ésima instâncias
do conjunto de dados. Matrizes de similaridade podem ser úteis, por exemplo, para representar as
relações de amizade numa rede social, onde cada indivíduo (nó de um grafo) é uma instância de dado
e as ligações (arestas do grafo) determinam quão próximos são os indivíduos, ou seja, a similaridade
entre os indivíduos.

3 Técnicas de projeção multidimensional
Uma vez que os conjuntos de dados são representados por vetores num espaço de alta dimensão

fica difícil analisar e entender as características e padrões desse conjunto. Para nos ajudar a visualizar
os padrões contidos nos dados podemos utilizar ferramentas como as projeções multidimensionais.

Essas técnicas têm como objetivo projetar as instâncias de dados do espaço original num espaço
visual, usualmente o plano (R2). A forma como a projeção é feita depende do que se deseja priorizar
na visualização, existem, por exemplo, técnicas que visam preservar a relação de distância entre
as instâncias no espaço original (TEJADA; MINGHIM; NONATO, 2003) e outras cujo objetivo é
manter a relação de vizinhança existente originalmente nos dados (PAULOVICH et al., 2008). Além
disso, existem técnicas de projeção idealizadas para trabalhar com outras formas de caracterização do
conjunto de dados além daquelas apresentadas aqui (BARBOSA et al., 2016). Veremos agora alguns
exemplos dessas técnicas, suas formulações matemáticas, bem como suas vantagens e limitações.

3.1 Force scheme
A primeira técnica que descreveremos é conhecida como Force Scheme (TEJADA; MINGHIM;

NONATO, 2003) e visa preservar as distâncias entre as instâncias no espaço original. Inicialmente,
as instâncias de dados são posicionadas (projetadas) no espaço visual de maneira aleatória e o
algoritmo percorrerá todas as instâncias de modo a – segundo as distâncias no espaço original –
separar pontos posicionados muito próximos e juntar pontos posicionados muito distantes um do
outro. Para cada ponto G′ no espaço visual (projeção da instância G do espaço original), o algoritmo
percorre todas as demais projeções @′ (@′ ≠ G′), calcula o vetor E =

−−→
G′@′ e move @′ na direção E por

uma porção Δ de E, onde

Δ =
3 (G, @) − 3<8=
3<0G − 3<8=

− 3 (G′, @′)

é uma aproximação da diferença entre as distâncias de G a @ no espaço original e no espaço
visual, 3<8= e 3<0G são o mínimo e o máximo das distâncias entre as instâncias no espaço original,
respectivamente.

Observe que a formulação da Force Scheme usa apenas as distâncias entre as instâncias de dados.
Dessa forma, ela é capaz de lidar com dados descritos através de suas coordenadas em R3 (de onde
podemos calcular as distâncias) ou de uma matriz de distâncias.

A Force Scheme é uma técnica que consegue refletir muito bem as relações de distância do espaço
original no espaço visual. Entretanto, como o algoritmo tem que percorrer, para cada ponto, todas
as demais instâncias de dados e além disso repetir esse processo até atingir um threshold, seu uso
se torna proibitivo quando o conjunto de dados é muito grande devido ao alto custo computacional
envolvido. Para conjuntos de dados pequenos é ummétodo de projeção bastante poderoso e faremos
uso dele para auxiliar outras técnicas de projeção.
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3.2 Part-linear multidimensional projection
A Part-Linear Multidimensional Projection (PLMP) (PAULOVICH; SILVA; NONATO, 2010)

busca uma transformação linear Φ : R3 → R2 que preserve as distâncias entre as instâncias no
espaço original da melhor forma possível. Para evitar os problemas da Force Scheme, a PLMP faz
a busca dessa transformação linear levando em conta apenas uma pequena amostra do conjunto de
dados, chamados pontos de controle, e suas projeções no espaço visual. Uma vez encontrada a
melhor transformação linear (baseada apenas nos pontos de controle), as demais instâncias de dados
são projetadas usando essa transformação.

Para efetuar a projeção dos pontos de controle podemos utilizar algum conhecimento prévio
sobre os dados, como a expertise de um especialista, por exemplo, ou uma outra técnica de projeção.
Usualmente utiliza-se como pontos de controle uma amostra aleatória de

√
= instâncias do conjunto

de dados, onde = é tamanho do conjunto. Essa forma de amostragem e número de instâncias
foi obtido empiricamente e pode ser visto em mais detalhes no trabalho original da PLMP. Nós
utilizaremos a Force Scheme para projetar os pontos de controle.

Também é necessário observar que a escolha da transformação linear que será usada pela PLMP
é feita baseada nos pontos de controle e suas projeções, ou seja, a projeção dos pontos de controle
tem forte influência na escolha da Φ e, consequentemente, na projeção resultante da PLMP.

O pipeline da PLMP é apresentado na Figura 2.

Dados no espaço
original

Escolha dos
pontos de controle

Projeção dos 
pontos de controle

Construção da
transformação

linear

Projeção do
conjunto de dados

Figura 2 – Pipeline da técnica PLMP.

Denotando por {G1, G2, . . . , G: } ⊂ R3 os pontos de controle no espaço original, por {G′1, G
′
2, . . . , G

′
:
} ⊂

R2 sua projeção no espaço visual e assumindo que essa projeção foi feita de modo a preservar as
distâncias entre os pontos de controle no espaço original (com a Force Scheme, por exemplo), a
transformação linear Φ é calculada de modo que Φ(G8) = G′8 , ∀8 = 1, . . . , : . Pondo Φ = [q8 9 ]2×3 ,
G8 = [G8 9 ]3×1 e G′8 = [G′8 9 ]2×1 e escrevendo de forma matricial:

[
q11 q12 · · · q13
q21 q22 · · · q23

] 
G81
G82
...

G83


=

[
G′
81
G′
82

]
, ∀8 = 1, . . . , :,

ou seja,

[
q11 q12 · · · q13
q21 q22 · · · q23

] 
G11 G21 · · · G:1
G12 G22 · · · G:2
...

...
...

...

G13 G23 · · · G:3


=

[
G′11 G′21 · · · G′

:1
G′12 G′22 · · · G′

:2

]
. (1)

Portanto, a transformação linear Φ fica determinada pela solução do sistema linear (1), cujas
variáveis são q8 9 , 8 = 1, 2, 9 = 1, . . . , 3.

A PLMP consegue contornar a limitação da Force Scheme quanto ao número de instâncias no
conjunto de dados, mas depende completamente da projeção dos pontos de controle para obter uma
transformação linear capaz de refletir os padrões dos dados no espaço original. O fato de usar uma
única transformação linear trás algumas limitações como veremos nos experimentos.
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3.3 Local affine multidimensional projection
Assim como a PLMP, a Local Affine Multidimensional Projection (LAMP) (JOIA et al., 2011)

utiliza um conjunto de pontos de controle para guiar a projeção final. Dados os pontos de controle
{G1, G2, . . . , G: } ⊂ R3 e suas projeções {G′1, G

′
2, . . . , G

′
:
} ⊂ R2, a LAMP calcula, para cada G a ser

projetado, uma transformação afim 5G : R3 → R2, 5G (?) = ?" + C que minimiza:∑
8

U8‖ 5G (G8) − G′8 ‖2, sujeito a ")" = �, (2)

onde a matriz " e o vetor C são as incógnitas, � é a matriz identidade e U8 são dados por

U8 =
1

‖G − G8‖2
.

A restrição ")" = � garante que a transformação afim seja uma transformação rígida, ou seja,
efetue apenas rotações e translações nos dados. Dessa forma, 5G deve preservar as relações de
distância entre as instâncias no espaço original (LIMA, 1995). Além disso, os escalares U8 definem
pesos para as parcelas do problema (2) de modo que os pontos de controle mais próximos de G
tenham maior importância na escolha de 5G , enquanto que a influência dos pontos de controle mais
distantes de G acaba sendo pequena.

Tomando as derivadas parciais de (2) com respeito a C iguais a zero, escreve-se C em função de
" da seguinte forma:

C = G̃′ − G̃", onde G̃ =
∑
8 U8G8∑
8 U8

, G̃′ =

∑
8 U8G

′
8∑

8 U8
.

Assim, (2) pode ser reescrito como∑
8

U8‖Ĝ8" − Ĝ′8 ‖2, sujeito a ")" = �,

onde Ĝ8 = G8 − G̃8 e Ĝ′8 = G′8 − G̃′8 . E esse novo problema pode ser escrito na forma matricial como

‖�" − �‖2� , sujeito a ")" = �, (3)

em que ‖ · ‖� é a norma de Frobenius e

� =


√
U1Ĝ1√
U2Ĝ2
...√
U: Ĝ:

 :×3
, � =


√
U1Ĝ
′
1√

U2Ĝ
′
2

...√
U: Ĝ

′
:

 :×2

.

O problema (3) é um dos problemas de Procrustes (GOWER; DIJKSTERHUIS, 2004) e sua
solução é dada por " = *+, sendo*�+ a decomposição em valores singulares (SVD) do produto
�)�. Portanto, para cada G, a LAMP efetua sua projeção calculando G′ como

G′ = 5G (G) = G" + C = G" + G̃′ − G̃" = (G − G̃)" + G̃′.

Diferente da PLMP, que usa uma única transformação linear para projetar todas as instâncias
do conjunto de dados, a LAMP calcula uma transformação afim para cada ponto a ser projetado.
Dessa forma, a LAMP consegue tirar proveito de características individuais de cada instância a ser
projetada, como a influência da vizinhança e de cada ponto de controle, por exemplo.
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3.4 Kernel-based linear projection
A última técnica que apresentaremos é especializada em dados descritos por uma matriz de

similaridade definida através de um kernel. Dado um conjunto de dados - = {G1, G2, . . . , G=} ⊂ R3 ,
uma função : : R3×R3 → R que associa a cada par de instâncias G8, G 9 ∈ - um número real : (G8, G 9 )
é dita ser um kernel se a matriz  = [: (G8, G 9 )] (matriz do kernel) é simétrica e positiva definida.
Um kernel define uma transformação implícita q : R3 → H tal que : (G8, G 9 ) = q(G8))q(G 9 ) é um
produto interno no espaço de HilbertH (SCHÖLKOPF; SMOLA, 2002).

A ideia por trás da Kernel-based Linear Projection (Kelp) (BARBOSA et al., 2016) é utilizar
um kernel e sua transformação implícita para mapear os dados num espaço de Hilbert, de modo a
conseguir desembaralhar os dados e perceber padrões intrínsecos dos dados de forma mais fácil e,
daí, projetar esses padrões no espaço visual de modo claro. Imagine, por exemplo, que existam dois
grupos distintos nos dados, mas que a separação entre eles é não-linear no espaço original. A Kelp,
utilizando o kernel adequado, é capaz de mapear esses dados num espaço de Hilbert de modo que
essa separação passe a ser linear (Figura 3). A partir daí a projeção conseguirá exibir essa separação
de modo mais claro.

(a) Dados no espaço original. (b) Dados no espaço de Hilbert.

Figura 3 – Exemplo de um conjunto de dados com separação não-linear espaço original e seu
mapeamento com separação linear num espaço de Hilbert.

Dados um conjunto de dados - , a matriz  do kernel, pontos de controle {G1, G2, . . . , G=} ⊂ - ,
suas projeções {G′1, G

′
2, . . . , G

′
=} ⊂ R2 e denotando por  B a matriz do kernel restrita aos pontos de

controle, a Kelp busca uma transformação linear " : H → R2 tal que "q(G8) = G′8 , ∀8 = 1, . . . , =,
onde q : R3 → H é a transformação implícita definida pelo kernel. Definindo Φ como a matriz
cujas colunas são q(G8), 8 = 1, . . . , =, e -′B a matriz com colunas G′

8
, 8 = 1, . . . , =, podemos escrever

a equação acima de forma matricial:

"Φ = -′B ⇒ "ΦΦ) = -′BΦ
) ⇒ ="� = -′BΦ

) ,

em que� = 1
=
ΦΦ) = 1

=

∑
8 q(G8)q(G8)) é a matriz de covariância das imagens dos pontos de controle

por q. Como � é simétrica, � = *�*) (diagonalizável), onde as colunas de * são autovetores
ortonormais de � e � é diagonal contendo os autovalores de � (LIMA, 1995). Multiplicando pela
pseudo inversa �+ = *�̃−1*) (�̃−1 é a inversa dos valores não nulos de �), tem-se

="� = -′BΦ
) ⇒ " =

1
=
-′BΦ

)�+ =
1
=
-′BΦ

)
(
*�̃−1*)

)
.

Se � é a matriz cujas colunas são formadas pelos autovetores de  B, é possível mostrar que
* = Φ�⇒ Φ)* = Φ)Φ�⇒ Φ)* =  B�, que*)q(G) = (Φ�))q(G) = �)Φ)q(G) = �) :G , onde
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:G = [: (G, G1) : (G, G2) · · · : (G, G=)]) e que W8 = =_8, em que W8 e _8 são os autovalores de  B e �,
respectivamente (BARBOSA et al., 2016).

Portanto, a projeção de uma instância q(G) é dada por

"q(G) = 1
=
-′BΦ

)*�̃−1*)q(G) = -′B B�Γ−1�) :G , (4)

onde Γ−1 é a matriz diagonal cujas entradas são 1/W8.
É notável que, entre as técnicas de projeção descritas aqui, aKelp é a que possui a basematemática

mais sofisticada. Entretanto, sua implementação é tão simples quanto as demais técnicas e requer
apenas o que está apresentado na equação (4), ou seja, precisamos apenas da matriz do kernel, seus
autovalores e autovetores e as projeções dos pontos de controle.

A Kelp é uma técnica de projeção focada em dados caracterizados pela similaridade dada por
kernel. Dessa forma, como é possível ver na equação (4), a Kelp não faz uso das coordenadas
euclidianas dos dados no espaço original, necessitando apenas da similaridade dada pelo kernel.
Naturalmente, se os dados não estão caracterizados por um kernel, ainda podemos fazer uso da Kelp
“kernelizando” os dados, ou seja, basta calcular a matriz  do kernel usando uma função de kernel.

A Kelp depende fortemente da escolha do kernel, pois é ele que determina a forma como os dados
serão imersos no espaço de Hilbert e, consequentemente, a relação de similaridade que será utilizada
na projeção. Assim, é possível obter resultados excelentes ao utilizar o kernel adequado ou resultados
não tão bons (ou até mesmo desastrosos) se utilizarmos um kernel genérico ou inadequado.

4 Experimentos
Nesta seção apresentaremos algumas projeções utilizando as técnicas descritas acima, os con-

juntos de dados utilizados nessas projeções e algumas métricas que servem para quantificar uma
projeção.

4.1 Os conjuntos de dados
Iris: O conjunto de dados Iris (FISHER, 1936) é composto por 150 instâncias de dados com

dimensão 4, cada uma representando um exemplar da flor Iris. A partir de cada uma das flores foram
extraídas quatro características, a saber, comprimento e largura da pétala e da sépala. A partir dessas
características é possível classificar as flores em três espécies: setosa, virgínica e versicolor.

WBCD: O segundo conjunto de dados que utilizaremos corresponde a resultados de exames
de câncer de mama, Wisconsin Breast Cancer Database (WOLBERG; MANGASARIAN, 1990).
Foram catalogados 699 resultados de exames, cada um com 9 atributos e classificados em benigno
ou maligno.

Mammals: O último conjunto é gerado artificialmente e cada uma de suas instâncias representa
um animal (cachorro, gato, cavalo ou girafa) através de 72 atributos como comprimento do pescoço,
das quatro patas, do torso, cabeça e do rabo (GENNARI; LANGLEY; FISHER, 1989). Para nossos
experimentos, geramos um conjunto com 5000 instâncias a fim de demonstrar as diferenças entre as
técnicas para conjuntos com número de instâncias relativamente grande.

4.2 As métricas
Existe uma série de métricas que podem ser utilizadas para quantificar uma projeção de acordo

com diversos critérios. Apresentaremos aqui três das métricas mais usuais quando tratamos de
BARBOSA, A. Uma introdução as projeções multidimensionais. C.Q.D. – Revista Eletrônica Paulista de Matemática, Bauru, v. 17, p. 39–50, fev.
2020. Edição Ermac.
DOI: 10.21167/cqdvol17ermac202023169664ab3950 Disponível em: www.fc.unesp.br/departamentos/matematica/revista-cqd/

45



projeções multidimensionais.
A primeira métrica é o stress e é responsável por indicar o quanto das distâncias entre instâncias

de dados no espaço original foram preservadas na projeção. A função de stress que utilizaremos é
dada da seguinte forma:

1∑
8 9 38 9

∑
8 9

(38 9 − 3′8 9 )2

32
8 9

,

onde 38 9 e 3′8 9 são as distâncias entre as instâncias 8 e 9 no espaço original e no espaço visual,
respectivamente. Se estamos interessados em preservar as distâncias, a diferença no numerador
deve ter sempre o menor valor possível para que a projeção tenha tal característica, ou seja, quanto
menor o valor do stress (sempre não negativo) melhor a preservação das distâncias.

A segunda conta, para cada instância de dado, quantos dos : vizinhos mais próximos no espaço
original estão entre os : vizinhos mais próximos no espaço visual. Essa métrica é conhecida como
neighborhood preservation e 100% de preservação dos vizinhos é o melhor resultado possível.

A última métrica é conhecida como silhueta e mede a coesão e separabilidade das classes de
dados. Sendo 08 (coesão) a média das distâncias no espaço visual da instância 8 às outras instâncias
pertencentes a mesma classe, 18 (separação) a menor das distâncias no espaço visual entre a instância
8 e as instâncias pertencentes as outras classes, o valor da silhueta é dado por

1
=

∑
8

18 − 08
max{08, 18}

,

em que = é o número de instâncias no conjunto de dados. Os valores da silhueta variam no intervalo
[−1, 1] e quanto maior o valor, melhor a coesão e separabilidade das classes.

As métricas servem para quantificar as projeções. São utilizadas para comparar duas projeções
entre si e não para definir um limiar de qualidade por si só.

4.3 Resultados e comentários
Discutiremos agora os resultados das projeções dos conjuntos de dados apresentados acima.

Todas as técnicas foram implementadas utilizando a linguagem de programação Python. Além
disso, os resultados apresentados aqui têm como objetivo validar as características individuais
das técnicas de projeção, uma vez que, pela maneira como foram formuladas, cada técnica tem
características próprias que foram priorizadas na projeção. Dessa forma, apontaremos as vantagens
e desvantagens de cada técnica utilizando as métricas para quantificar essas diferenças. As projeções
da Kelp foram feitas usando o kernel Gaussiano:

: (G8, G 9 ) = 4
−‖G8−G 9 ‖2

2f2 ,

onde o valor de f foi obtido pela variância média das instâncias do conjunto de dados. As projeções
dos pontos de controle foram calculadas utilizando a Force Scheme com 10 iterações. O número de
pontos de controle utilizados em todas as projeções foi escolhido como o menor inteiro maior que√
=, onde = é o número de instâncias do conjunto de dados.
Analisando as projeções visualmente, a Figura 4 mostra que uma das espécies (grupo vermelho)

da flor Iris fica totalmente separada, enquanto que as outras duas estão um pouco embaralhadas.
Esse é o comportamento esperado de qualquer projeção desse conjunto de dados, pois, segundo os
quatro atributos que estamos utilizando, biologicamente duas das espécies são mais semelhantes
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(a) Proj. com a Force Scheme. (b) Proj. dos pontos de controle. (c) Projeção com a PLMP.

(d) Projeção com a LAMP. (e) Projeção com a Kelp.

Figura 4 – Projeção do conjunto de dados Iris.

entre si. Essa é uma característica intrínseca do conjunto de dados, pois duas das espécies da flor
Iris são realmente mais semelhantes entre si segundo os quatro atributos que estamos utilizando.

Para o conjunto de dados WBCD (Figura 5) temos uma separação não tão clara das duas classes
(benigno e maligno), mas ainda é possível distinguir dois grupos, um mais coeso e outro mais
espalhado. Dessa forma, para ambos os conjuntos de dados, visualmente, qualquer uma das quatro
técnicas de projeção reflete os padrões reais do conjunto de dados.

(a) Proj. com a Force Scheme. (b) Proj. dos pontos de controle. (c) Projeção com a PLMP.

(d) Projeção com a LAMP. (e) Projeção com a Kelp.

Figura 5 – Projeção do conjunto de dados WBCD.
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O último conjunto de dados (Figura 6), mesmo sendo o maior em número de instâncias e
dimensão, ainda tem uma separação muito clara pela Force Scheme e pela LAMP, mas nem tão clara
de todos os grupos pela PLMP e pela Kelp. Aqui podemos ver claramente a limitação da PLMP ao
executar a projeção com a mesma transformação linear para todo o conjunto de dados e, no caso da
Kelp, a má escolha do kernel (ou falta de ajuste fino em seus parâmetros).

(a) Proj. com a Force Scheme. (b) Proj. dos pontos de controle. (c) Projeção com a PLMP.

(d) Projeção com a LAMP. (e) Projeção com a Kelp.

Figura 6 – Projeção do conjunto de dados Mammals.

A Tabela 1 resume os resultados das três métricas e valida as características individuais de cada
técnica de projeção. Para o conjunto de dados Iris, o menor valor do stress é obtido na projeção da
Force Scheme, como era esperado, além do melhor resultado quanto a preservação das relações de
vizinhança. Entretanto, essa é a técnica que tem maior tempo de execução, seguida da LAMP (numa
escala muito menor) já que essa última tem que calcular uma transformação afim para cada ponto a
ser projetado. O valor destoante do stress no conjunto de dados WBCD para a Force Scheme se deve
ao fato de que as 10 iterações do algoritmo não foram suficientes para que ele posicionasse os pontos
no espaço visual de forma adequada. A técnica com menor tempo de execução é a PLMP, pois
precisa resolver um único sistema linear onde o número de variáveis depende apenas da dimensão
do espaço original dos dados.

Os resultados da Kelp apresentados, apesar de semelhantes aos demais, não fazem jus a capa-
cidade da técnica, pois utilizamos um mesmo kernel sem refinamento algum e para conjuntos de
dados de naturezas bem distintas. Ainda assim, a Kelp apresentou o melhor resultado para a silhueta
no conjunto de dados WBCD, indicando que a coesão e separação dos grupos no espaço original
deve ser mais próximo da projeção da Kelp do que das demais projeções.

5 Conclusão
Nesse trabalho apresentamos os conceitos fundamentais para o estudo de projeções multidimen-

sionais, tais como caracterização dos dados, exemplos de técnicas de projeção multidimensional e
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Tabela 1 – Resultados das métricas. As colunas indicam o valor do stress, quantidade de vizinhos
preservados, silhueta e tempo de execução de cada uma das técnicas para os conjuntos de dados
indicados.

Conj. de dados Técnica Stress NP Silhueta Tempo

Iris
Force 0.00669 91.7% 0.51596 5.06s
PLMP 0.04639 67.7% 0.68891 0.001s
LAMP 0.01068 90.6% 0.54943 0.17s
Kelp 0.03392 77.2% 0.49489 0.01s

WBCD
Force 1.7e+36 77.2% 0.62925 115s
PLMP 0.01296 65.1% 0.55615 0.004s
LAMP 0.00949 74.8% 0.66633 1.59s
Kelp 0.02044 63.5% 0.69416 0.06s

Mammals

Force 0.00058 89.6% 0.83097 5646s
PLMP 0.40105 45.5% 0.10484 0.03s
LAMP 0.00101 87.9% 0.89015 27.8s
Kelp 0.00287 79.1% 0.66068 4.4s

métricas para quantificação das projeções.
Vimos que, apesar dos resultados visuais das quatro técnicas serem semelhantes, as métricas

mostram que cada uma tem características próprias, seja quanto ao que se deseja priorizar na projeção
ou, simplesmente, ao tempo de execução. Dessa forma, não é possível determinar uma técnica que
seja melhor que as demais em todas as situações, ficando a cargo do usuário decidir a mais adequada
ao seu problema.
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